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摘　要： 为了解决传统栖息地预测模型中无法捕捉具有时间序列信息的环境因子对金枪鱼空间分布滞后影

响的不足。采用 2021—2024年金枪鱼围网渔捞日志数据，通过构建滞后天数为 1、5、10、15 d的长短期记忆

（Long-short term memory， LSTM）神经网络模型，分别对单位捕捞努力量渔获量（Catch per unit of effort， 

CPUE）和经纬度进行了预测。研究表明，滞后 10 d的模型精度最高，其均方误差（Mean square error， MSE）为

0.018 7，平均绝对误差（Mean absolute error， MAE）为 0.077 6，表明鲣空间分布受过去短期内环境累计效应的

影响。通过对最佳模型进行验证，结果表明预测纬度与实际纬度之间的R2为 0.97，预测经度与实际经度之间

的R2为 0.65，说明空间分布预测范围与实际基本吻合。为揭示鲣栖息地特征及其生态过程的动态机制提供

了新的理解，同时为中西太平洋鲣围网渔业的科学管理提供了重要参考依据。
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鲣（Katsuwonus pelamis）广泛分布于太平洋、

大西洋和印度洋［1］，其捕捞量常年位居全球单种

海 洋 捕 捞 量 的 前 列［2-3］，仅 次 于 鳀（Engraulis 

japonicus）和狭鳕（Theragra chalcogramma），被

认为是最具商业价值的金枪鱼种类之一［4］。鲣的

主要捕捞方式为金枪鱼围网，其产量约占鲣总捕

捞量的 60% 以上［5］。理解鲣栖息地的动态分布

有利于识别渔场热点并优化围网作业布局。传

统的栖息地分布研究通常基于静态模型，通过匹

配即时环境因子与渔业数据来预测鱼类分布。

例 如 ，ZAINUDDIN 等［6］基 于 广 义 加 性 模 型

（Generalized additive model， GAM）和广义线性

模型（Generalized linear model， GLM）预测了西

北太平洋长鳍金枪鱼（Thunnus alalunga）的渔场

分布；许回等［7］和徐国强等［8］通过构建 GAM 模

型，揭示了海洋环境因子对金枪鱼栖息地分布的

影响；周为峰等［9］利用贝叶斯分类器在南海黄鳍

金枪鱼（Thunnus albacares）的栖息地预测中获得

了较为准确的结果；张聪等［10］利用集成模型对中

西太平洋黄鳍金枪鱼渔场进行预测，克服了环境

因子和模型单一的局限并取得良好效果。

由于鲣的分布对环境变动的响应存在一定

的时滞效应［11-13］，通过动态环境变化的过程研究

鲣栖息地的动态分布，能够更精准地捕捉环境因

子与生物响应之间的关系。近年来，部分研究开

始关注金枪鱼受环境因子影响的滞后效应，例

如，张健等［14］探究了黄鳍金枪鱼和鲣渔获量与海

洋尼诺指数（Oceanic Niño index， ONI）之间的滞

后关系；杜艳玲等［15］基于 ConvLSTM-CNN 模型

对太平洋长鳍金枪鱼渔场进行了预测，结果显示

在考虑时滞效应后，渔场预测的精度显著提升。

这些方法克服了传统模型未能有效结合时间序

列环境数据的局限性，但目前对于鲣空间分布受

环境因子滞后影响的研究鲜有报道。

为此，本研究基于 2021—2024年金枪鱼围网

渔捞日志数据，结合多个水层的时间序列环境因
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子［16-18］，构建不同滞后天数的长短期记忆（Long-
short term memory， LSTM）神经网络模型，对单

位捕捞努力量渔获量（Catch per unit of effort， 

CPUE）及经纬度进行了预测。研究结果能够为

解析鲣栖息地特征及其生态过程的动态机制提

供新的理解，并为中西太平洋鲣围网渔业的科学

管理提供重要的参考依据。

1　材料与方法

1. 1　数据来源

渔业生产数据来源于国家远洋渔业数据中

心提供的 2021年 11月—2024年 1月中国金枪鱼

围网渔船捕捞日志。日志记录了包括作业时间

（年、月、日）、作业位置（经纬度）、捕捞网次、捕捞

类型和渔获产量等信息，作业范围覆盖 15°S~15°

N，130°E~145°W。

太平洋鲣通常栖息于约 100 m 的水层，其种

群丰度在 0~45 m 水层达到最大值［19-20］。综合考

虑鲣日间垂直移动的栖息深度范围［21-22］，选取了

0、50、100、150和 200 m共 5个水层的环境数据进

行 分 析 。 生 物 环 境 数 据 包 括 初 级 生 产 力

（Primary productivity，PP）和叶绿素 a 质量浓度

（Chlorophyll a，Chl.a），非生物环境数据包括温度

（Sea temperature，ST）、盐度（Salinity，SS）、溶解氧

浓度（Dissolved oxygen，DO）、海表面高度（Sea 

surface height，SSH）、混合层厚度（Mixed layer 

depth，MLD）、东向海流速度（Eastward current 

velocity，ECV）和 北 向 海 流 速 度（Northward 

current velocity，NCV）。环境数据来源于欧盟哥

白尼海洋环境监测服务中心（Copernicus marine 

environment monitoring service，网址：https：//data.

marine.copernicus.eu/products），时间范围为 2021

年 11 月 1 日至 2024 年 1 月 31 日，空间分辨率为

0.25°×0.25°，时间分辨率为 1 d。其中，地转海流

速度［23］（Geostrophic current velocity，GCV）由东

向和北向海流速度计算得出，计算公式为

G i = E2
i + N 2

i ( i = 0，50，100，150，200) （1）

式中：Gi为 i水层的GCV；Ei为 i水层的ECV；Ni为

i水层的NCV；i为不同水层。

1. 2　数据预处理

由于捕捞自由鱼群过程中因捕捞技术的限

制导致鱼群逃逸而产生空网，本研究将渔捞数据

中的零产值记录剔除。为进一步避免异常产量

数据对模型结果的影响，对剩余数据中产量为正

的数据进行清洗，根据箱线图识别异常值并剔

除。

本研究数据的时间分辨率为 1 d，空间分辨

率为 0.25°×0.25°，研究区域被划分为 41 261个空

间单元。基于相同日期和作业经纬度，通过最

小欧氏距离原则匹配环境数据和渔捞数据，将

作业站点对应到相应的渔区单元，并将站点坐

标转换为渔区单元的中心点坐标。将日期和经

纬度相同的样本行合并，计算每个渔区的单日

总产量和作业总网次，同时取匹配环境数据的

均值。

构建包含时间序列样本量n、时间步长d和解

释变量N等 3个维度的样本数组。在 0.25°×0.25°

的空间尺度下，设定时间步长为 d天，即当前日期

为 t，分别匹配日期为 t-d、t-d+1、…、t-1的环境数

据，获得维度为 n×d的矩阵。将这些矩阵按解释

变量拼接，生成符合 LSTM模型输入参考格式的

样本数组，其维度为n×d×N。

1. 3　CPUE 计算

使用基于网次的CPUE作为鲣种群相对丰度

的指标，其计算方法：

Yn = Cn

En
(n = 1，2，3，4…) （2）

式中：Yn为第 n行捕捞记录中的 CPUE，t/网；Cn为

第 n行捕捞记录中的鲣产量，t；En为第 n行的捕捞

网次，网。

1. 4　变量筛选

采用海洋环境变量分析鲣的丰度及其时空

分布变化，针对解释变量之间可能存在的相互依

赖关系，考虑到多重共线性可能引起的参数估计

不确定性，以及由此导致的估计值方差和协方差

增加，从而影响模型预测效果，在数据预处理阶

段对解释变量进行了多重共线性检验和特征筛

选，以避免多重共线性对模型准确性的不利影

响。

岭回归（Ridge regression， RR）通过在损失函

数中加入 λ2正则项来限制模型系数过大［24］，套索

回 归（Least absolute shrinkage and selection 

operator， LASSO）在传统线性回归的基础上添加

λ1正则项，通过压缩系数来剔除系数为零的变量，

从而选择出有效的特征变量［25］。弹性网络

（Elastic net，EN）模型综合 RR 和 LASSO 的优
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点［26］，通过交叉验证选择最优 λ值，有效解决多重

共线性问题并筛选关键变量。

构建X矩阵和Y矩阵作为EN模型的输入，其

中X矩阵包含所有自变量，Y矩阵涵盖CPUE的时

间序列和空间坐标。为消除不同量纲对模型的

影响，对 X 和 Y 矩阵进行归一化处理。采用归一

化处理后的数据构建 EN 模型，通过交叉验证确

定最佳的 λ参数，保留最优参数下系数不为零的

特征变量作为构建LSTM模型的解释变量。

1. 5　LSTM 模型

1. 5. 1　 CPUE 时 空 分 布 与 海 洋 环 境 特 征 的

LSTM模型构建

LSTM 在 递 归 神 经 网 络（Recurrent neural 

network，RNN）的基础上引入了遗忘门、输入门

和输出门 3种“门”机制，用于判断、筛选和更新输

入信息，从而保留长距离依赖信息并实现信息流

的平稳传输［27-29］。本研究基于时间序列将数据集

划分为训练集、验证集和测试集以构建 LSTM模

型。训练集用于拟合数据并优化模型权重，通过

梯度下降算法最小化误差，占总数据量的 80%，

时间范围为 2021 年 11 月至 2024 年 1 月；验证集

为训练集的 20%，用于评估模型性能和调优超参

数；测试集为剩余的 20%，用于评估模型的预测

能力，并将预测值与实际值进行对比分析。

为 评 估 不 同 时 间 步 长 的 LSTM 模 型 在

0.25°×0.25°空间尺度下的预测性能，本研究构建

了 4种时间步长的LSTM模型。初级生产力是金

枪鱼渔场形成的重要驱动因素之一，受多种海洋

环境因子的综合影响［30-31］。初级生产力较高的区

域能促进浮游植物的繁殖，从而吸引以其为食的

生物，并进一步吸引金枪鱼群聚索饵。从初级生

产力的富集到高生产力的形成通常存在 2~3周的

滞后时间［32］，因此，模型分别设定 1、5、10 和 15 d

等 4种滞后时间步长。自变量由 EN模型筛选获

得，因变量为渔区单元中心点的经纬度和CPUE。

LSTM模型结构包含 4层：第一层为LSTM层，用

于特征提取；第二层和第三层为隐藏层，用于特

征分类和维度转换；最后一层为输出层，用于生

成预测结果。LSTM层和隐藏层采用ReLU激活

函数，以增强对非线性特征的处理能力并避免梯

度消失问题；输出层则使用线性回归函数输出预

测的经度、纬度和 CPUE。优化算法选择适应

性 梯 度 算 法（Adaptive gradient algorithm， 

Adadelta），通过对梯度平方的指数衰减移动平均

动态调整学习率，从而提高训练效率和模型性

能。

采用网格搜索与调优方法优化超参数设置。

训练过程中，迭代次数设定为 100，每批样本大小

为 32，并结合早停机制与学习率调度器提高训练

效率。当连续 10 个训练周期（patience=10）验证

集性能无改善时，提前停止训练；若验证损失在 5

个周期（patience=5）内未改善，则将学习率减小

为当前值的 20%。针对模型的前三层神经元数

量、学习率、正则化范数（L2）以及随机失活率进

行了参数调优，具体参数如下，神经元数量：16、

32、64；学习率：0.001、0.000 1；正则化范数：

0.001、0.000 1；随机失活率：0.1、0.2。通过随机网

格搜索抽取的参数组合，共计 432种超参数组合，

最终筛选出最优参数设置。在模型评估中，选择

使均方误差（Mean square error，MSE）和平均绝

对误差（Mean absolute error，MAE）最小的时间步

长作为最终模型，并在测试集上进行预测验证。

同时，通过渔场重叠概率分析评估 LSTM模型的

预测性能，以进一步验证模型的效率。

1. 5. 2　LSTM模型的性能评估

为评估LSTM模型的性能，选择MSE作为损

失函数。MSE 能够量化模型预测值与真实值之

间的差距，其平滑的函数曲线有助于实现模型的

稳定收敛。MSE值越小，表明模型的预测精度越

高［33-34］。 此 外 ，采 用 MAE 作 为 性 能 评 价 指

标［35-36］，MAE通过计算预测值与实际值之间差异

的绝对值平均值，更直观地表征数据的正常分布

情况。MAE对异常值的敏感性较低，当 MAE值

越小时，表明模型整体表现越优［37］。两种指标的

计算公式：

EMS = 1
m∑i = 1

m (Yi - Ŷi )2 （3）

EMA = 1
m∑i = 1

m || (Yi - Ŷi ) （4）

式中：EMS为Y矩阵变量真实值和预测值的均方误

差 MSE；EMA为 Y 矩阵变量和预测值的平均绝对

误差 MAE；m 为训练样本数量；Yi为 Y 矩阵变量

真实值；Ŷi为Y矩阵变量预测值。

通过对 4种不同时间步长的LSTM模型进行

训练迭代和超参数优化，并综合 MSE 和 MAE 对

模型性能进行评估，将 MSE 作为损失函数，将
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MAE 作为评价指标，选取 2 项指标均达到最小

值的迟滞时间作为最优模型。最终，利用最优

模型对 2022 年鲣 CPUE 值及其经纬度分布进行

预测。

2　结果

2. 1　筛选环境特征

采用LSTM模型进行时滞分析，在自变量中不

再考虑年份、月份和日期。EN模型的输入矩阵X由

32个自变量组成，涵盖Chl.a-0至Chl.a-200、PP-0
至 PP-200、ST-0 至 ST-200、SS-0 至 SS-200、DO-0
至DO-200、GCV-0至GCV-200、MLD及SSH，而Y

矩阵则包含Lat、Lon和CPUE等3个因变量。

设定 α值为 0.5，分别以 Lat、Lon 和 CPUE 作

为因变量，构建基于海洋环境特征的 EN 模型。

在变量筛选过程中，重要性较低的变量会优先被

压缩至 0 并从模型中剔除。通过交叉验证确定

最优 λ值，选择使平均交叉验证误差最小的 λ值作

为最终解。图 1显示了不同因变量的交叉验证误

差曲线及其标准差曲线。根据 3个因变量分别筛

选出来的重要环境特征，共同重要的环境特征有

26个，分别为：DO-0、DO-100、DO-200、Chl.a-50、

Chl.a-100、Chl.a-150、Chl.a-200、PP-0、PP-50、PP-
100、PP-200、SS-50、SS-100、SS-150、SS-200、ST-
50、ST-100、ST-150、ST-200、GCV-0、GCV-50、

GCV-100、GCV-150、GCV-200、MLD和SSH。

2. 2　不同时间步长的最优LSTM模型

EN 模型共筛选出的 26 个海洋环境特征，分

别构建滞后 1、5、10 和 15 d 的 CPUE 时空分布与

海洋环境特征的 LSTM 模型。每个模型经过 30

次循环训练，每次循环包含 100次迭代，由于早停

机制的存在，通常不需迭代至 100 次就可结束。

通过 MSE 计算模型损失，并使用 MAE 评估模型

性能。根据循环训练过程中MSE和MAE的最低

值确定各时间步长下 LSTM 模型的最优超参数

组合，训练结果如表 1 所示。结果表明在 4 种时

间步长的模型中，神经元数量和正则化范数范围

较小且学习率固定为 0.001 时，模型效果较佳。

通过比较不同时间步长下的最优模型，并根据 

MSE 和 MAE 值进行排序，结果显示，基于滞后

10 d的海洋环境数据构建的LSTM模型具有最高

的预测精度和最佳的性能。

2. 3　最优LSTM模型拟合情况

图2为4种时间步长的最优LSTM模型的MSE

和MAE损失曲线。总体来看，训练集和测试集的损

失值均呈下降趋势，并在迭代至50次后逐渐趋于稳

定，损失值的下降幅度减小，最终收敛至固定数值。

随着迭代次数的增加，训练集和测试集的误差显著

减小。从损失曲线可以看出，4种时间步长的最优模

型均未出现欠拟合或过拟合现象。相比其他时间步

长的LSTM模型，滞后10 d的模型在训练集和验证

集中的误差较小，收敛速度较快，并在约50次迭代

后逐渐稳定，表明该模型性能优越。

λ为模型的正则化参数，图中两条垂直的虚线代表模型给出的两个λ值。左边第一条垂直线代表达到最小平均交叉验证误差的λ值，
第二条垂直线代表使平均交叉验证误差在最小平均交叉验证误差的标准差范围内的最大λ值。
λ is the regularization parameter of the model.  The two vertical dashed lines in the plot represent the two λ values provided by the model.  The 
first vertical line on the left represents the λ value that minimizes the average cross-validation error， while the second vertical line represents 
the maximum λ value for which the average cross-validation error falls within the standard deviation range of the minimum average cross-
validation error.

图1　不同因变量的交叉验证曲线和标准差曲线
Fig. 1　Cross-validation curves and standard deviation curves for different dependent variables
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2. 4　LSTM模型预测精度

本研究基于滞后10 d海洋环境数据构建了用

于鲣栖息地预测的LSTM模型，并对 2022年鲣栖

息地的时空分布进行了预测。经过反归一化处

理，将预测结果与实际 CPUE和空间坐标进行比

较。图 3显示了基于滞后 10 d时间步长的LSTM

模型预测结果与实际值的时间序列对比图。

结果表明，预测的经纬度曲线波动基本与实

际值相符，差异较小；预测的CPUE曲线波动幅度

略小于实际值，但变化趋势与实际 CPUE的时间

序列变化基本一致。预测CPUE的最大值与最小

值之差为 31 t/网，而实际CPUE的差值为 89 t/网。

实际 CPUE 的平均值为 36.39 t/网，预测 CPUE 的

平均值为 36.24 t/网，二者的均值十分接近，表明

模型预测效果良好。

对LSTM模型预测的经纬度和CPUE与实际

值进行相关性分析（图 4），结果显示预测纬度与

实际纬度之间的R2为 0.97，预测经度与实际经度

之间的 R2为 0.65，而预测 CPUE 与实际 CPUE 之

间的 R2为 0.03。结果表明模型在经纬度预测方

面具备较强的解释能力，但在 CPUE 的预测上表

现相对有限。

2. 5　鲣栖息地分布预测

本研究将 2022年划分为 4个季度：1—3月为

第一季度，4—6 月为第二季度，7—9 月为第三季

度，10—12月为第四季度，并利用LSTM模型预测

鲣潜在栖息地分布区域，同时与实际渔场的空间

分布进行叠加分析。分析结果显示，2022 年鲣

实际渔场的分布为 12.25°S~13.75°N 和 150°E~

170°W，主要集中在瑙鲁、基里巴斯（吉尔伯特群

岛）和图瓦卢等 3个专属经济区。第二季度和第

三季度渔场分布较为分散，西延至巴布亚新几内

亚专属经济区，但渔场仍主要集中于东部的 3个

经济区，其中基里巴斯（吉尔伯特群岛）渔场最为

密集，种群丰度最高。

表1　不同时间步长LSTM的最优超参数、损失和MAE
Tab. 1　Optimal hyperparameters，Loss and MAE of LSTM with different time steps

时间步长
Time 
step/d

1

5

10

15

滞后时间区间
Lag time 
interval/d

0~1

0~5

0~10

0~15

神经元数量
Number of neurons

64;64;16

64;32;64

32;32;64

64;16;64

学习率
Learning Rate

0.001

0.001

0.001

0.001

正则化范数
L2

0.000 1

0.000 1

0.000 1

0.000 1

随机失活概率
Dropout probability

0.1;0.2

0.1;0.2

0.1;0.1

0.1;0.2

损失
Loss

0.022 9

0.019 5

0.018 7

0.018 9

平均绝对误差
MAE

0.097 9

0.082 3

0.077 6

0.079 0

图2　不同时间步长LSTM的最佳模型损失函数曲线图
Fig. 2　Loss function curve of the optimal model LSTM with different time steps
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根据LSTM模型预测，2022年鲣栖息地的分

布为 12°S~10°N 和 155°E~175°W。第一、第二季

度的潜在栖息地主要集中在基里巴斯专属经济

区的东部边缘（图 5 和图 6），第三季度分布较为

分散，并开始向西延伸至巴布亚新几内亚专属经

济区（图 7）。第四季度预测显示，渔场仍主要分

布在瑙鲁、基里巴斯和图瓦卢等 3个专属经济区

（图8）。

横轴表示距离基准时间2022年1月1日的天数。
The horizontal axis represents the number of days since the reference date， January 1， 2022.

图3　滞后10 d的LSTM模型预测结果和实际值的时序对比图
Fig. 3　Time series comparison between the predicted results of the LSTM model with a 10-day lag and the actual values

图4　滞后10 d的LSTM模型预测结果和实际值的相关性分析
Fig. 4　Correlation analysis between the predicted results of the LSTM model with a 10-day lag and the actual values
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图5　2022年1—3月基于LSTM模型预测的鲣潜在栖息地和实际渔场分布对比图
Fig. 5　Comparison of distribution of potential habitats of skipjack and actual fishing

grounds predicted by LSTM model from January to March 2022

图6　2022年4—6月基于LSTM模型预测的鲣潜在栖息地和实际渔场分布对比图
Fig. 6　Comparison of distribution of skipjack potential habitat and actual fishing

ground predicted by LSTM model from April to June 2022

图7　2022年7—9月基于LSTM模型预测的鲣潜在栖息地和实际渔场分布对比图
Fig. 7　Comparison of distribution of potential habitats of skipjack and actual fishing

grounds predicted by LSTM model from July to September 2022
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综上所述，LSTM 模型预测的栖息地空间分

布与实际渔场分布较为吻合。预测结果表明，栖

息地的分布较实际渔场更为集中，与高密度渔场

的实际分布区域基本重叠，主要集中在赤道附近

及 150°E 以东区域。如图 5~图 8，其中红色表示

实际渔场分布，蓝色表示预测渔场分布。

3　讨论

LSTM模型能够有效克服传统静态模型的局

限性，通过引入记忆单元，能够捕捉环境因子的

动态变化和长期依赖关系，而传统模型通常仅关

注单一时间点或短期数据，难以全面反映环境变

化对鱼类栖息地分布的累计效应。此外，LSTM

模型可以灵活建模多种滞后环境变量与渔场分

布之间的复杂关系。通过综合不同的海洋环境

因子和气象变量，该模型能够构建更加精确的渔

场预测模型。在处理非线性时间序列数据方面，

LSTM模型展现出显著优势［38］。与基于经验假设

的传统统计方法相比［39-41］，LSTM 更加关注数据

本身潜在模式的挖掘，减少了对主观假设的依

赖。这种数据驱动的建模方法使其在滞后效应

研究中表现较高的客观性和适用性，能够更精确

地揭示环境动态与渔业分布之间的复杂关系。

本研究表明，在 0.25°×0.25°分辨率下，滞后

10 d 的海洋环境因子对鲣 CPUE 时空分布的预

测效果最佳，表明鲣空间分布受过去短期内环

境累计效应的影响。与滞后 15 d 的模型相比，

滞后 10 d的模型预测精度更高，表明滞后 10 d可

能是这些因子对鲣分布影响的一个最优时间窗

口，既能反映环境条件对种群动态的积累效应，

又反映了过长滞后时间会造成的影响衰减或随

机性增强。如POWER［42］通过种群动态模型分析

美洲红点鲑（Salvelinus fontinalis）的栖息地变化

模式发现，当环境条件变化时，物种栖息地分布

的变化幅度会随着环境变化幅度的增加而增大。

然而，当环境变化达到某一临界点后，栖息地分

布的变化幅度开始逐渐减弱。这表明环境条件

对种群动态的积累效应存在一定的阈值。

鲣对海洋环境变化的响应可能具有特定的

时滞特征，10 d的滞后时间或反映其对环境变化

的生理或行为调整周期。例如，从初级生产力的

富集到高生产力区域的形成通常存在 2至 3周的

滞后效应［32］。鱼类可能因觅食需求而在特定海

域周期性出现，从而在其空间分布上表现出显著

的环境响应。这表明环境变化对鲣栖息地的影

响不仅具有一定的滞后性，还反映了鱼类生态行

为对资源分布的依赖关系。

尽管滞后时间为 10 d的模型在MSE和MAE

指标上表现优于其他滞后时间构建的模型，但其

优势并不显著。导致该结果的原因可能包括：本

研究的时间跨度仅为 4年，样本量相对有限，可能

限制了模型的泛化能力；神经元数量的组合未能

通过随机搜索充分优化，可能导致模型训练的效

果尚不完全；所有模型均基于 0.25°×0.25°的空间

分辨率进行分析，未能考虑不同空间尺度下滞后

时间的最优性；针对多种环境变量在不同空间尺

图8　2022年10—12月基于LSTM模型预测的鲣潜在栖息地和实际渔场分布对比图
Fig. 8　Comparison of distribution of potential habitats of skipjack and actual fishing

grounds predicted by LSTM model from October to December 2022
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度上的综合分析及其最佳滞后时间的研究仍较

为缺乏；未来研究可以尝试采用更精细的时间间

隔进行分析，如以天为单位构建滞后0、1、2…15 d

的环境数据构建 LSTM模型，比较不同滞后时间

下模型的预测性能，进一步探讨滞后时间对预测

性能的影响。

基于滞后 10 d 环境因子构建的 LSTM 模型

为提升鲣渔场预测的科学性提供了新的技术支

持。该模型可帮助渔民优化作业区域选择，通过

监测诸如温跃层深度和营养盐浓度等关键环境

变量的动态变化，提前判断适宜的捕捞区域，从

而减少无效捕捞的时间和资源消耗。此外，渔业

管理部门可以利用该模型监控海洋环境变化趋

势，例如海水升温或酸化，从而科学制定捕捞计

划，缓解环境变化可能对渔业资源可持续性带来

的潜在影响。
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Habitat prediction of skipjack in the Western and Central Pacific based on 

LSTM model
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Abstract: To address the limitations of traditional habitat prediction models in capturing the lagged effects 

of environmental factors with time series information on tuna spatial distribution， this study utilized tuna 

purse-seine fishing log data from 2021 to 2024.  Long-short term memory （LSTM） neural network models 

were constructed with lag durations of 1 day， 5 days， 10 days， and 15 days to predict catch per unit of 

effort （CPUE） and geographic coordinates （latitude and longitude）. The findings indicate that the 10-day 

lag model exhibited the highest accuracy， with a mean square error （MSE） of 0.018 7 and a mean absolute 

error （MAE） of 0.077 6， suggesting that the spatial distribution of skipjack is influenced by cumulative 

short-term environmental effects.  Validation of the optimal model demonstrated the R2 of 0.97 for predicted 

versus actual latitude and 0.65 for longitude， indicating a strong alignment between predicted and observed 

spatial distributions. This research offers new insights into the dynamic mechanisms underlying skipjack 

tuna habitat characteristics and ecological processes.  Furthermore， it provides critical references for the 

scientific management of skipjack purse seine fisheries in the Western and Central Pacific Ocean.
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